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摘　要　人们构建的知识库通常被表示为网络形式，节点代表实体，连边代表实体间的关系．在网络表示
形式下，人们需要设计专门的图算法存储和利用知识库，存在费时费力的缺点，并受到数据稀疏问题的
困扰．最近，以深度学习为代表的表示学习技术受到广泛关注．表示学习旨在将研究对象的语义信息表
示为稠密低维实值向量，知识表示学习则面向知识库中的实体和关系进行表示学习．该技术可以在低维
空间中高效计算实体和关系的语义联系，有效解决数据稀疏问题，使知识获取、融合和推理的性能得到
显著提升．介绍知识表示学习的最新进展，总结该技术面临的主要挑战和可能解决方案，并展望该技术
的未来发展方向与前景．

关键词　知识表示；表示学习；知识图谱；深度学习；分布式表示
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　　知识库将人类知识组织成结构化的知识系统．
人们花费大量精力构建了各种结构化的知识库，如
语言知识库 ＷｏｒｄＮｅｔ［１］、世界知识库Ｆｒｅｅｂａｓｅ［２］等．
知识库是推动人工智能学科发展和支撑智能信息服

务应用（如智能搜索、智能问答、个性化推荐等）的重
要基础技术．为了改进信息服务质量，国内外互联网
公司（特别是搜索引擎公司）纷纷推出知识库产品，
如谷歌知识图谱、微软Ｂｉｎｇ　Ｓａｔｏｒｉ、百度知心以及搜
狗知立方等．著名的ＩＢＭ　Ｗａｔｓｏｎ问答系统和苹果

Ｓｉｒｉ语音助理的背后，知识库也扮演着重要角色．如
谷歌在介绍知识图谱时所说的“构成这个世界的是
实体，而非字符串”．可以说，知识库的兴起拉开了智
能信息检索从字符串匹配跃迁至智能理解的序幕．
知识库描述现实世界中实体（ｅｎｔｉｔｙ）间的关系

（ｒｅｌａｔｉｏｎ）．这些知识蕴藏在无（半）结构的互联网信
息中，而知识库则是有结构的．因此，知识库的主要
研究目标是：从无（半）结构的互联网信息中获取有
结构知识，自动融合构建知识库、服务知识推理等相
关应用．知识表示是知识获取与应用的基础，因此知
识表示学习问题是贯穿知识库的构建与应用全过程

的关键问题．
人们通常以网络的形式组织知识库中的知识，

网络中每个节点代表实体（人名、地名、机构名、概念
等），而每条连边则代表实体间的关系．因此，大部分
知识往往可以用三元组（实体１，关系，实体２）来表
示，对应着知识库网络中的一条连边及其连接的２个
实体．这是知识库的通用表示方式，例如万维网联盟
（Ｗ３Ｃ）发布的资源描述框架（ｒｅｓｏｕｒｃｅ　ｄｅｓｃｒｉｐｔｉｏｎ
ｆｒａｍｅｗｏｒｋ，ＲＤＦ）技术标准［３］，就是以三元组表示
为基础的．特别是在谷歌提出知识图谱（ｋｎｏｗｌｅｄｇｅ
ｇｒａｐｈｓ）的概念后，这种网络表示形式更是广受认
可．然而，基于网络形式的知识表示面临诸多挑战性
难题，主要包括如下２个方面：

１）计算效率问题．基于网络的知识表示形式
中，每个实体均用不同的节点表示．当利用知识库计
算实体间的语义或推理关系时，往往需要人们设计
专门的图算法来实现，存在可移植性差的问题．更重
要的是，基于图的算法计算复杂度高、可扩展性差，
当知识库达到一定规模时，就很难较好地满足实时
计算的需求．
２）数据稀疏问题．与其他类型的大规模数据类
似，大规模知识库也遵守长尾分布，在长尾部分的实
体和关系上，面临严重的数据稀疏问题．例如，对于
长尾部分的罕见实体，由于只有极少的知识或路径

涉及它们，对这些实体的语义或推理关系的计算往
往准确率极低．
近年来，以深度学习［４］为代表的表示学习［５］技

术异军突起，在语音识别、图像分析和自然语言处理
领域获得广泛关注．表示学习旨在将研究对象的语
义信息表示为稠密低维实值向量．在该低维向量空
间中，２个对象距离越近则说明其语义相似度越高．
顾名思义，知识表示学习是面向知识库中的实

体和关系进行表示学习．该方向最近取得了重要进
展，可以在低维空间中高效计算实体和关系的语义
联系，有效解决数据稀疏问题，使知识获取、融合和
推理的性能得到显著提升．
由于上述优点，知识表示学习引起了广泛关注

和研究兴趣，但该方向仍然面临着诸多挑战．本文将
介绍知识表示学习的最新进展，总结该技术面临的
主要挑战和可能解决方案，并展望该技术的未来发
展方向与前景．

１　知识表示学习简介

在正式介绍知识表示学习的主要模型和挑战之

前，本节首先介绍表示学习的基本概念和理论基础，
以及知识表示学习的重要意义．
１．１　表示学习的基本概念
如前所述，表示学习的目标是，通过机器学习将

研究对象的语义信息表示为稠密低维实值向量．本
文用黑斜体表示研究对象所对应的向量．以知识库
中的实体ｅ和关系ｒ为例，我们将表示学习得到的
向量表示为ｌｅ和ｌｒ．在该向量空间中，我们可以通过
欧氏距离或余弦距离等方式，计算任意２个对象之
间的语义相似度．
实际上，在表示学习之外，有更简单的数据表示

方案，即独热表示（ｏｎｅ－ｈｏｔ　ｒｅｐｒｅｓｅｎｔａｔｉｏｎ）［６］．该方
案也将研究对象表示为向量，只是该向量只有某一
维非零，其他维度上的值均为０．显而易见，为了将不
同对象区分开，有多少个不同的对象，独热表示向量
就有多长．独热表示是信息检索和搜索引擎中广泛
使用的词袋模型（ｂａｇ－ｏｆ－ｗｏｒｄｓ　ｍｏｄｅｌ）［７］的基础．以
中文为例，假如网页中共有Ｗ 个不同的词，词袋模
型中的每个词都被表示为一个Ｗ 维的独热表示向
量．在此基础上，词袋模型将每个文档表示为一个Ｗ
维向量，每一维表示对应的词在该文档中的重要性．
与表示学习相比，独热表示无需学习过程，简单

高效，在信息检索和自然语言处理中得到广泛应用．
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但是独热表示的缺点也非常明显．独热表示方案假
设所有对象都是相互独立的．也就是说，在独热表示
空间中，所有对象的向量都是相互正交的，通过余弦
距离或欧氏距离计算的语义相似度均为０．这显然
是不符合实际情况的，会丢失大量有用信息．例如，
“苹果”和“香蕉”虽然是２个不同的词，但由于它们
都属于水果，因此应当具有较高的语义相似度．显
然，独热表示无法有效利用这些对象间的语义相似
度信息．这也是词袋模型无法有效表示短文本、容易
受到数据稀疏问题影响的根本原因．
与独热表示相比，表示学习的向量维度较低，有

助于提高计算效率，同时能够充分利用对象间的语
义信息，从而有效缓解数据稀疏问题．由于表示学习
的这些优点，最近出现了大量关于单词［６］、短语［８－９］、
实体［１０］、句子［１１－１３］、文档［１２］和社会网络［１４－１６］等对象
的表示学习研究．特别是在词表示方面，针对一词多
义［１７－１９］、语义组合［９，２０－２２］、语素或字母信息［２３－２５］、跨
语言［２６－２８］、可解释性［２９－３２］等特点提出了相应表示方
案，展现出分布式表示灵活的可扩展性．
１．２　表示学习的理论基础
表示学习得到的低维向量表示是一种分布式表

示（ｄｉｓｔｒｉｂｕｔｅｄ　ｒｅｐｒｅｓｅｎｔａｔｉｏｎ）［６］．之所以如此命名，
是因为孤立地看向量中的每一维，都没有明确对应
的含义；而综合各维形成一个向量，则能够表示对象
的语义信息．这种表示方案并非凭空而来，而是受到
人脑的工作机制启发而来．
我们知道，现实世界中的实体是离散的，不同对

象之间有明显的界限．人脑通过大量神经元上的激
活和抑制存储这些对象，形成内隐世界．显而易见，
每个单独神经元的激活或抑制并没有明确含义，但
是多个神经元的状态则能表示世间万物．受到该工
作机制的启发，分布式表示的向量可以看作模拟人
脑的多个神经元，每维对应一个神经元，而向量中的
值对应神经元的激活或抑制状态．基于神经网络这
种对离散世界的连续表示机制，人脑具备了高度的
学习能力与智能水平．表示学习正是对人脑这一工
作机制的模仿．
还值得一提的是，现实世界存在层次结构［３３］．

一个对象往往由更小的对象组成．例如一个房屋作
为一个对象，是由门、窗户、墙、天花板和地板等对象
有机组合而成的，墙则由更小的砖块和水泥等对象
组成，以此类推．这种层次或嵌套的结构反映在人脑
中，形成了神经网络的层次结构．最近象征人工神经
网络复兴的深度学习技术，其津津乐道的“深度”正
是这种层次性的体现．

综上，我们在表１总结了现实世界与内隐世界
的特点．可以说，分布式表示和层次结构是人类智能
的基础，也是表示学习和深度学习的本质特点．

Ｔａｂｌｅ　１　Ｃｈａｒａｃｔｅｒｉｓｔｉｃｓ　ｏｆ　Ｒｅａｌ　Ｗｏｒｌｄ　ａｎｄ　Ｉｎｔｅｒｎａｌ　Ｗｏｒｌｄ
表１　现实世界与内隐世界的特点

Ｃｈａｒａｃｔｅｒｉｓｔｉｃｓ　 Ｄｉｓｃｒｅｔｅｎｅｓｓ　 Ｈｉｅｒａｒｃｈｙ

Ｒｅａｌ　Ｗｏｒｌｄ　 Ｄｉｓｃｒｅｔｅ　 Ｈｉｅｒａｒｃｈｉｃａｌ

Ｉｎｔｅｒｎａｌ　Ｗｏｒｌｄ　 Ｃｏｎｔｉｎｕｏｕｓ　 Ｈｉｅｒａｒｃｈｉｃａｌ

１．３　知识表示学习的典型应用
知识表示学习是面向知识库中实体和关系的表

示学习．通过将实体或关系投影到低维向量空间，我
们能够实现对实体和关系的语义信息的表示，可以
高效地计算实体、关系及其之间的复杂语义关联．这
对知识库的构建、推理与应用均有重要意义．
知识表示学习得到的分布式表示有以下典型

应用：

１）相似度计算．利用实体的分布式表示，我们
可以快速计算实体间的语义相似度，这对于自然语
言处理和信息检索的很多任务具有重要意义．
２）知识图谱补全．构建大规模知识图谱，需要
不断补充实体间的关系．利用知识表示学习模型，可
以预测２个实体的关系，这一般称为知识库的链接
预测（ｌｉｎｋ　ｐｒｅｄｉｃｔｉｏｎ），又称为知识图谱补全（ｋｎｏｗ－
ｌｅｄｇｅ　ｇｒａｐｈ　ｃｏｍｐｌｅｔｉｏｎ）．

３）其他应用．知识表示学习已被广泛用于关系
抽取、自动问答、实体链指等任务，展现出巨大的应
用潜力．随着深度学习在自然语言处理各项重要任
务中得到广泛应用，这将为知识表示学习带来更广
阔的应用空间．
１．４　知识表示学习的主要优点
知识表示学习实现了对实体和关系的分布式表

示，它具有以下主要优点：

１）显著提升计算效率．知识库的三元组表示实
际就是基于独热表示的．如前所分析的，在这种表示
方式下，需要设计专门的图算法计算实体间的语义
和推理关系，计算复杂度高、可扩展性差．而表示学
习得到的分布式表示，则能够高效地实现语义相似
度计算等操作，显著提升计算效率．
２）有效缓解数据稀疏．由于表示学习将对象投
影到统一的低维空间中，使每个对象均对应一个稠
密向量，从而有效缓解数据稀疏问题，这主要体现在

２个方面．一方面，每个对象的向量均为稠密有值的，
因此可以度量任意对象之间的语义相似程度．而基于
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独热表示的图算法，由于受到大规模知识图谱稀疏
特性的影响，往往无法有效计算很多对象之间的语义
相似度．另一方面，将大量对象投影到统一空间的过
程，也能够将高频对象的语义信息用于帮助低频对
象的语义表示，提高低频对象的语义表示的精确性．
３）实现异质信息融合．不同来源的异质信息需
要融合为整体，才能得到有效应用．例如，人们构造
了大量知识库，这些知识库的构建规范和信息来源
均有不同，例如著名的世界知识库有 ＤＢＰｅｄｉａ，

ＹＡＧＯ，Ｆｒｅｅｂａｓｅ等．大量实体和关系在不同知识库
中的名称不同．如何实现多知识库的有机融合，对知
识库应用具有重要意义．如果基于网络表示，该任务
只能通过设计专门图算法来实现，效果较差，效率低
下．而通过设计合理的表示学习模型，将不同来源的
对象投影到同一个语义空间中，就能够建立统一的
表示空间，实现多知识库的信息融合．此外，当我们
在信息检索或自然语言处理中应用知识库时，往往
需要计算查询词、句子、文档和知识库实体之间的复
杂语义关联．由于这些对象的异质性，计算它们的语
义关联往往是棘手问题．而表示学习亦能为异质对
象提供统一表示空间，轻而易举实现异质对象之间
的语义关联计算．
综上，由于知识表示学习能够显著提升计算效

率，有效缓解数据稀疏，实现异质信息融合，因此对
于知识库的构建、推理和应用具有重要意义，值得广
受关注、深入研究．

２　知识表示学习的主要方法

知识表示学习是近年来的研究热点，研究者提
出了多种模型，学习知识库中的实体和关系的表示．
本节将主要介绍其中几种代表方法．为了介绍这些
方法，我们首先定义几种符号，便于下文使用．首先，
我们将知识库表示为Ｇ＝（Ｅ，Ｒ，Ｓ），其中Ｅ＝｛ｅ１，

ｅ２，…，ｅ｜Ｅ｜｝是知识库中的实体集合，其中包含｜Ｅ｜种
不同实体；Ｒ＝｛ｒ１，ｒ２，…，ｒ｜Ｒ｜｝是知识库中的关系集
合，其中包含｜Ｒ｜种不同关系；而ＳＥ×Ｒ×Ｅ则代
表知识库中的三元组集合，我们一般表示为（ｈ，ｒ，

ｔ），其中ｈ和ｔ表示头实体和尾实体，而ｒ表示ｈ和ｔ
之间的关系．例如三元组（史蒂夫·乔布斯，创始人，
苹果公司）就表示实体“史蒂夫·乔布斯”和“苹果公
司”之间存在“创始人”的关系．
接下来，我们介绍知识表示学习的几个代表模

型，包括距离模型、单层神经网络模型、能量模型、双

线性模型、张量神经网络模型、矩阵分解模型和翻译
模型等．
２．１　距离模型
结构表示（ｓｔｒｕｃｔｕｒｅｄ　ｅｍｂｅｄｄｉｎｇ，ＳＥ）［３４］是较

早的几个知识表示方法之一．在ＳＥ中，每个实体用

ｄ维的向量表示，所有实体被投影到同一个ｄ维向
量空间中．同时，ＳＥ还为每个关系ｒ定义了２个矩
阵Ｍｒ，１，Ｍｒ，２∈Ｒｄ×ｄ，用于三元组中头实体和尾实体
的投影操作．最后，ＳＥ为每个三元组（ｈ，ｒ，ｔ）定义了
如下损失函数：

ｆｒ（ｈ，ｔ）＝｜Ｍｒ，１ｌｈ－Ｍｒ，２ｌｔ｜Ｌ１．
　　我们可以理解为，ＳＥ将头实体向量ｌｈ 和尾实
体向量ｌｔ通过关系ｒ的２个矩阵投影到ｒ的对应空
间中，然后在该空间中计算两投影向量的距离．这个
距离反映了２个实体在关系ｒ下的语义相关度，它
们的距离越小，说明这２个实体存在这种关系．
实体向量和关系矩阵是ＳＥ模型的参数．ＳＥ将

知识库三元组作为学习样例，优化模型参数使知识
库三元组的损失函数值不断降低，从而使实体向量
和关系矩阵能够较好地反映实体和关系的语义信息．
ＳＥ能够利用学习得到的知识表示进行链接预
测，即通过计算

ａｒｇ　ｍｉｎ
ｒ

｜Ｍｒ，１ｌｈ－Ｍｒ，２ｌｔ｜Ｌ１
找到让两实体距离最近的关系矩阵，这就是它们之
间的关系．
然而，ＳＥ模型有一个重要缺陷：它对头、尾实体

使用２个不同的矩阵进行投影，协同性较差，往往无
法精确刻画两实体与关系之间的语义联系．
２．２　单层神经网络模型
单层神经网络模型（ｓｉｎｇｌｅ　ｌａｙｅｒ　ｍｏｄｅｌ，ＳＬＭ）［３５］

尝试采用单层神经网络的非线性操作，来减轻ＳＥ
无法协同精确刻画实体与关系的语义联系的问题．
ＳＬＭ为每个三元组（ｈ，ｒ，ｔ）定义了如下评分函数：

ｆｒ（ｈ，ｔ）＝ｕＴｒｇ（Ｍｒ，１ｌｈ＋Ｍｒ，２ｌｔ），
其中，Ｍｒ，１，Ｍｒ，２∈Ｒｄ×ｋ为投影矩阵，ｕＴｒ∈Ｒｋ为关系ｒ
的表示向量，ｇ（）是ｔａｎｈ函数．
虽然ＳＬＭ是ＳＥ模型的改进版本，但是它的非

线性操作仅提供了实体和关系之间比较微弱的联

系．与此同时，却引入了更高的计算复杂度．
２．３　能量模型
语义匹配能量模型（ｓｅｍａｎｔｉｃ　ｍａｔｃｈｉｎｇ　ｅｎｅｒｇｙ，

ＳＭＥ）［３６－３７］提出更复杂的操作，寻找实体和关系之间
的语义联系．在ＳＭＥ中，每个实体和关系都用低维向
量表示．在此基础上，ＳＭＥ定义若干投影矩阵，刻画
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实体与关系的内在联系．更具体地，ＳＭＥ为每个三
元组（ｈ，ｒ，ｔ）定义了２种评分函数，分别是线性形式：

ｆｒ（ｈ，ｔ）＝（Ｍ１ｌｈ＋Ｍ２ｌｒ＋ｂ１）Ｔ（Ｍ３ｌｔ＋Ｍ４ｌｒ＋ｂ２）
和双线性形式：

ｆｒ（ｈ，ｔ）＝（Ｍ１ｌｈＭ２ｌｒ＋ｂ１）Ｔ（Ｍ３ｌｔＭ４ｌｒ＋ｂ２），
其中Ｍ１，Ｍ２，Ｍ３，Ｍ４∈Ｒｄ×ｋ为投影矩阵；表示按
位相乘（即Ｈａｄａｍａｒｄ积）；ｂ１，ｂ２ 为偏置向量．此外，也
有研究工作用三阶张量代替ＳＭＥ的双线性形式［３６］．
２．４　双线性模型
隐变量模型（ｌａｔｅｎｔ　ｆａｃｔｏｒ　ｍｏｄｅｌ，ＬＦＭ）［３８－３９］

提出利用基于关系的双线性变换，刻画实体和关系
之间的二阶联系．ＬＦＭ 为每个三元组（ｈ，ｒ，ｔ）定义
了如下双线性评分函数：

ｆｒ（ｈ，ｔ）＝ｌｈＴ　Ｍｒｌｔ，
其中，Ｍｒ∈Ｒｄ×ｄ是关系ｒ对应的双线性变换矩阵．
与以往模型相比，ＬＦＭ 取得巨大突破：通过简单有
效的方法刻画了实体和关系的语义联系，协同性较
好，计算复杂度低．
后来的ＤＩＳＴＭＵＬＴ模型［４０］还探索了ＬＦＭ 的

简化形式：将关系矩阵 Ｍｒ 设置为对角阵．实验表
明，这种简化不仅极大降低了模型复杂度，模型效果
反而得到显著提升．
２．５　张量神经网络模型
张量神经网络模型（ｎｅｕｒａｌ　ｔｅｎｓｏｒ　ｎｅｔｗｏｒｋ，

ＮＴＮ）［３５］的基本思想是，用双线性张量取代传统神
经网络中的线性变换层，在不同的维度下将头、尾实
体向量联系起来．其基本思想如图１所示：

Ｆｉｇ．１　Ｎｅｕｒａｌ　ｔｅｎｓｏｒ　ｎｅｔｗｏｒｋ（ＮＴＮ）ｍｏｄｅｌ．
图１　张量神经网络模型

ＮＴＮ为每个三元组（ｈ，ｒ，ｔ）定义了如下评分函
数，评价２个实体之间存在某个特定关系ｒ的可能性：

ｆｒ（ｈ，ｔ）＝ｕＴｒｇ（ｌｈＭｒｌｔ＋Ｍｒ，１ｌｈ＋Ｍｒ，２ｌｔ＋ｂｒ），
其中ｕＴｒ 是一个与关系相关的线性层，ｇ（）是ｔａｎｈ函
数，Ｍｒ∈Ｒｄ×ｄ×ｋ是一个三阶张量，Ｍｒ，１，Ｍｒ，２∈Ｒｄ×ｋ是
与关系ｒ有关的投影矩阵．可以看出，前述ＳＬＭ 是
ＮＴＮ的简化版本，是ＮＴＮ将其中张量的层数设置
为０时的特殊情况．

值得注意的是，与以往模型不同，ＮＴＮ中的实
体向量是该实体中所有单词向量的平均值．这样做
的好处是，实体中的单词数量远小于实体数量，可以
充分重复利用单词向量构建实体表示，降低实体表
示学习的稀疏性问题，增强不同实体的语义联系．
由于ＮＴＮ引入了张量操作，虽然能够更精确地

刻画实体和关系的复杂语义联系，但是计算复杂度非
常高，需要大量三元组样例才能得到充分学习．实验
表明，ＮＴＮ在大规模稀疏知识图谱上的效果较差［４１］．
２．６　矩阵分解模型
矩阵分解是得到低维向量表示的重要途径．因

此，也有研究者提出采用矩阵分解进行知识表示学
习．这方面的代表方法是ＲＥＳＡＣＬ模型［４２－４３］．
在该模型中，知识库三元组构成一个大的张量

Ｘ，如果三元组（ｈ，ｒ，ｔ）存在，则Ｘｈｒｔ＝１，否则为０．
张量分解旨在将每个三元组（ｈ，ｒ，ｔ）对应的张量值
Ｘｈｒｔ分解为实体和关系表示，使得Ｘｈｒｔ尽量地接近于
ｌｈＭｒｌｔ．
可以看到 ＲＥＳＡＣＬ的基本思想与前述 ＬＦＭ

类似．不同之处在于，ＲＥＳＡＣＬ会优化张量中的所
有位置，包括值为０的位置；而ＬＦＭ 只会优化知识
库中存在的三元组．
２．７　翻译模型
表示学习在自然语言处理领域受到广泛关注起

源于 Ｍｉｋｏｌｏｖ等人于２０１３年提出的ｗｏｒｄ２ｖｅｃ词表
示学习模型和工具包［８，４４］．利用该模型，Ｍｉｋｏｌｏｖ等
人发现词向量空间存在有趣的平移不变现象．例如
他们发现：

Ｃ（ｋｉｎｇ）－Ｃ（ｑｕｅｅｎ）≈Ｃ（ｍａｎ）－Ｃ（ｗｏｍａｎ），
这里Ｃ（ｗ）表示利用 ｗｏｒｄ２ｖｅｃ学习得到的单词ｗ
的词向量．也就是说，词向量能够捕捉到单词ｋｉｎｇ
和ｑｕｅｅｎ之间、ｍａｎ和ｗｏｍａｎ之间的某种相同的隐
含语义关系．Ｍｉｋｏｌｏｖ等人通过类比推理实验［８，４４］

发现，这种平移不变现象普遍存在于词汇的语义关
系和句法关系中．有研究者还利用词表示的这种特
性寻找词汇之间的上下位关系［４５］．
受到该现象的启发，Ｂｏｒｄｅｓ等人提出了ＴｒａｎｓＥ

模型［４１］，将知识库中的关系看作实体间的某种平移
向量．对于每个三元组（ｈ，ｒ，ｔ），ＴｒａｎｓＥ用关系ｒ的
向量ｌｒ作为头实体向量ｌｈ 和尾实体向量ｌｔ 之间的
平移．我们也可以将ｌｒ 看作从ｌｈ 到ｌｔ 的翻译，因此
ＴｒａｎｓＥ也被称为翻译模型．
如图２所示，对于每个三元组（ｈ，ｒ，ｔ），ＴｒａｎｓＥ

希望

ｌｈ＋ｌｒ≈ｌｔ．
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ＴｒａｎｓＥ模型定义了如下损失函数：

ｆｒ（ｈ，ｔ）＝｜ｌｈ＋ｌｒ－ｌｔ｜Ｌ１?Ｌ２，
即向量ｌｈ＋ｌｒ和ｌｔ的Ｌ１ 或Ｌ２ 距离．

Ｆｉｇ．２　ＴｒａｎｓＥ　ｍｏｄｅｌ．
图２　ＴｒａｎｓＥ模型

在实际学习过程中，为了增强知识表示的区分
能力，ＴｒａｎｓＥ采用最大间隔方法，定义了如下优化
目标函数：

Ｌ＝ ∑（ｈ，ｒ，ｔ）∈Ｓ ∑
（ｈ′，ｒ′，ｔ′）∈Ｓ－

ｍａｘ（０，ｆｒ（ｈ，ｔ）＋

γ－ｆｒ′（ｈ′，ｔ′）），

其中，Ｓ是合法三元组的集合，Ｓ－为错误三元组的
集合，ｍａｘ（ｘ，ｙ）返回ｘ和ｙ 中较大的值，γ为合法
三元组得分与错误三元组得分之间的间隔距离．
错误三元组并非随机产生的，为了选取有代表

性的错误三元组，ＴｒａｎｓＥ将Ｓ中每个三元组的头实
体、关系和尾实体其中之一随机替换成其他实体或

关系来得到Ｓ－，即：

Ｓ－＝｛（ｈ′，ｒ，ｔ）｝∪｛（ｈ，ｒ′，ｔ）｝∪｛（ｈ，ｒ，ｔ′）｝．
与以往模型相比，ＴｒａｎｓＥ模型参数较少，计算

复杂度低，却能直接建立实体和关系之间的复杂语
义联系．Ｂｏｒｄｅｓ等人在 ＷｏｒｄＮｅｔ和Ｆｒｅｅｂａｓｅ等数
据集上进行链接预测等评测任务，实验表明ＴｒａｎｓＥ
的性能较以往模型有显著提升．特别是在大规模稀
疏知识图谱上，ＴｒａｎｓＥ的性能尤其惊人．
由于ＴｒａｎｓＥ简单有效，自提出以来，有大量研

究工作对ＴｒａｎｓＥ进行扩展和应用．可以说，ＴｒａｎｓＥ
已经成为知识表示学习的代表模型．在第３节，我们
将以ＴｒａｎｓＥ为例，介绍知识表示学习的主要挑战
与解决方案．
２．８　其他模型
在ＴｒａｎｓＥ提出之后，大部分知识表示学习模

型是以ＴｒａｎｓＥ为基础的扩展．在ＴｒａｎｓＥ扩展模型
以外，这里主要介绍全息表示模型（ｈｏｌｏｇｒａｐｈｉｃ
ｅｍｂｅｄｄｉｎｇｓ，Ｈｏｌｅ）［４６］．

Ｈｏｌｅ提出使用头、尾实体向量的“循环相关”操

作来表示该实体对．这里，循环相关＊：Ｒｄ×Ｒｄ→
Ｒｄ操作如下：

［ｌｈ＊ｌｔ］ｋ ＝∑
ｄ－１

ｉ＝０
ｌｈｉｌｔ（ｉ＋ｋ）ｍｏｄ　ｄ，

循环相关操作可以看作张量乘法特殊形式，具有较
强的表达能力，具有以下３个优点：１）不可交换性．
循环相关是不可交换的，即ｌｈ＊ｌｔ≠ｌｔ＊ｌｈ．而知识库
中很多关系是不可交换的，因此该特点具有重要意
义．２）相关性．循环相关操作得到的向量每一维都衡
量了向量ｌｈ 和ｌｔ 的某种相似性．例如，循环相关的

第一位［ｌｈ＊ｌｔ］０＝∑
ｄ－１

ｉ＝０
ｌｈｉｌｔｉ 相当于向量ｌｈ 和ｌｔ的内

积．该性质处理头、尾实体比较相似的关系（例如“夫
妻”关系）时具有重要意义．３）计算效率高．循环相关
操作还可以使用如下公式进行优化：

ｌｈ＊ｌｔ＝Ｆ－１（珚Ｆ（ｌｈ）⊙Ｆ（ｌｔ）），

这里Ｆ（ｘ），Ｆ－１（ｘ）为傅里叶变换与逆傅里叶变换，
可以用快速傅里叶变换加速计算．
对于每个三元组（ｈ，ｒ，ｔ），Ｈｏｌｅ定义了如下评

分函数：

ｆｒ（ｈ，ｔ）＝σ（ｌＴｒ（ｌｈ＊ｌｔ）），

这里σ（ｘ）＝ １
１＋ｅ－ｘ
为ｓｉｇｍｏｉｄ函数．

由于该模型刚刚提出，尚未验证其效果，但是无
疑为知识表示学习提供了全新的视角，值得关注．

３　知识表示学习的主要挑战与已有解决方案

以ＴｒａｎｓＥ为代表的知识表示学习模型，已经在
知识图谱补全、关系抽取等任务中取得了瞩目成果．
但是，知识表示学习仍然面临很多挑战．这里我们以

ＴｒａｎｓＥ为代表模型，总结认为ＴｒａｎｓＥ面临的３个
主要挑战，目前已有相关工作提出一些解决方案，具
体介绍如下．
３．１　复杂关系建模

ＴｒａｎｓＥ由于模型简单，在大规模知识图谱上效
果明显．但是也由于过于简单，导致ＴｒａｎｓＥ在处理
知识库的复杂关系时捉襟见肘．
这里的复杂关系定义如下．按照知识库中关系

两端连接实体的数目，可以将关系划分为１－１，１－
Ｎ，Ｎ－１和Ｎ－Ｎ 四种类型［４１］．例如Ｎ－１类型关系指
的是，该类型关系中的一个尾实体会平均对应多个
头实体，即ｉ∈｛０，１，…，ｍ｝，（ｈｉ，ｒ，ｔ）∈Ｓ．我们将

１－Ｎ，Ｎ－１和Ｎ－Ｎ 称为复杂关系．
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研究发现，各种知识获取算法在处理４种类型
关系时的性能差异较大［４１］．以ＴｒａｎｓＥ为例，在处理
复杂关系时性能显著降低，这与 ＴｒａｎｓＥ模型假设
有密切关系．根据ＴｒａｎｓＥ的优化目标，面向１－Ｎ，

Ｎ－１和Ｎ－Ｎ 三种类型关系，我们可以推出以下结
论：如果关系ｒ是Ｎ－１关系，我们将会得到ｌｈ０≈ｌｈ１
≈…≈ｌｈｍ．同样，这样的问题在关系ｒ是Ｎ－１关系
时也会发生，得到ｌｔ０≈ｌｔ１≈…≈ｌｔｍ．
例如，假如知识库中有２个三元组，分别是（美

国，总统，奥巴马）和（美国，总统，布什）．这里的关系
“总统”是典型的１－Ｎ 的复杂关系．如果用 ＴｒａｎｓＥ
从这２个三元组学习知识表示，如图３所示，将会使
奥巴马和布什的向量变得相同．

Ｆｉｇ．３　Ｔｈｅ　ｅｘａｍｐｌｅ　ｏｆ　ｃｏｍｐｌｅｘ　ｒｅｌａｔｉｏｎｓ．
图３　复杂关系示例

这显然不符合事实：奥巴马和布什除了作为美国
总统这个身份上比较相似外，其他很多方面都不尽
相同．因此，由于这些复杂关系的存在，导致ＴｒａｎｓＥ
学习得到的实体表示区分性较低．
那么应当如何实现表示学习对复杂关系的建模

呢？最近有大量关于ＴｒａｎｓＥ的扩展模型尝试解决这
一挑战问题．这里我们简要介绍其中７个代表模型．

Ｆｉｇ．４　ＴｒａｎｓＨ　ｍｏｄｅｌ．
图４　ＴｒａｎｓＨ模型

３．１．１　ＴｒａｎｓＨ模型［４７］

为了解决ＴｒａｎｓＥ模型在处理１－Ｎ，Ｎ－１，Ｎ－Ｎ
复杂关系时的局限性，ＴｒａｎｓＨ 模型提出让一个实
体在不同的关系下拥有不同的表示．
如图４所示，对于关系ｒ，ＴｒａｎｓＨ 模型同时使

用平移向量ｌｒ 和超平面的法向量ｗｒ 来表示它．对

于一个三元组（ｈ，ｒ，ｔ），ＴｒａｎｓＨ首先将头实体向量
ｌｈ 和尾实体向量ｌｔ沿法线ｗｒ 投影到关系ｒ对应的
超平面上，用ｌｈｒ和ｌｔｒ表示如下：

ｌｈｒ＝ｌｈ－ｗＴｒｌｈｗｒ，

ｌｔｒ＝ｌｔ－ｗＴｒｌｔｗｒ，
因此ＴｒａｎｓＨ定义了如下损失函数：

ｆｒ（ｈ，ｔ）＝ ｌｈｒ＋ｌｒ－ｌｔｒ Ｌ１?Ｌ２．
需要注意的是，由于关系ｒ可能存在无限个超

平面，ＴｒａｎｓＨ简单地令ｌｒ与ｗｒ 近似正交来选取某
一个超平面．
３．１．２　ＴｒａｎｓＲ?ＣＴｒａｎｓＲ模型［４８］

虽然ＴｒａｎｓＨ模型使每个实体在不同关系下拥
有了不同的表示，它仍然假设实体和关系处于相同
的语义空间Ｒｄ中，这一定程度上限制了ＴｒａｎｓＨ的
表示能力．ＴｒａｎｓＲ模型则认为，一个实体是多种属
性的综合体，不同关系关注实体的不同属性．
ＴｒａｎｓＲ认为不同的关系拥有不同的语义空间．对每
个三元组，首先应将实体投影到对应的关系空间中，
然后再建立从头实体到尾实体的翻译关系．
如图５所示是 ＴｒａｎｓＲ模型的简单示例．对于

每个三元组（ｈ，ｒ，ｔ），我们首先将实体向量向关系ｒ
空间投影．原来在实体空间中与头、尾实体（用圆圈
表示）相似的实体（用三角形表示），在关系ｒ空间中
被区分开了．

Ｆｉｇ．５　ＴｒａｎｓＲ　ｍｏｄｅｌ．
图５　ＴｒａｎｓＲ模型

具体而言，对于每一个关系ｒ，ＴｒａｎｓＲ定义投
影矩阵Ｍｒ∈Ｒｄ×ｋ，将实体向量从实体空间投影到关
系ｒ的子空间，用ｌｈｒ和ｌｔｒ表示如下：

ｌｈｒ＝ｌｈＭｒ，

ｌｔｒ＝ｌｔＭｒ，
然后使ｌｈｒ＋ｌｒ≈ｌｔｒ．因此，ＴｒａｎｓＲ定义了如下损失
函数：

ｆｒ（ｈ，ｔ）＝ ｌｈｒ＋ｌｒ－ｌｔｒ Ｌ１?Ｌ２．
相关研究还发现，某些关系还可以进行更细

致的划分．例如 Ｆｒｅｅｂａｓｅ中的“?ｌｏｃａｔｉｏｎ?ｌｏｃａｔｉｏｎ?
ｃｏｎｔａｉｎｓ”关系，可能是一个国家包含一个城市，可能
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是一个国家包含一所大学，也可能是一个州包含一
个城市等．如果将该关系做更细致的划分，就可以更
精确地建立投影关系．
因此，Ｌｉｎ等人进一步提出了ＣＴｒａｎｓＲ模型，

通过把关系ｒ对应的实体对的向量差值ｌｈ－ｌｔ进行
聚类，将关系ｒ细分为多个子关系ｒｃ．ＣＴｒａｎｓＲ模型
为每一个子关系ｒｃ分别学习向量表示，对于每个三
元组（ｈ，ｒ，ｔ），定义了如下损失函数：

ｆｒ（ｈ，ｔ）＝ ｌｈｒ＋ｌｒｃ－ｌｔｒ Ｌ１?Ｌ２．
３．１．３　ＴｒａｎｓＤ模型［４９］

虽然 ＴｒａｎｓＲ模型较 ＴｒａｎｓＥ和 ＴｒａｎｓＨ 有显
著改进，它仍然有很多缺点：

１）在同一个关系ｒ下，头、尾实体共享相同的
投影矩阵．然而，一个关系的头、尾实体的类型或属
性可能差异巨大．例如，对于三元组（美国，总统，奥
巴马），美国和奥巴马的类型完全不同，一个是国家，
一个是人物．
２）从实体空间到关系空间的投影是实体和关
系之间的交互过程，因此 ＴｒａｎｓＲ让投影矩阵仅与
关系有关是不合理的．
３）与ＴｒａｎｓＥ和ＴｒａｎｓＨ相比，ＴｒａｎｓＲ由于引
入了空间投影，使得ＴｒａｎｓＲ模型参数急剧增加，计
算复杂度大大提高．
为了解决这些问题，Ｊｉ等人提出了 ＴｒａｎｓＤ模

型．如图６所示：

Ｆｉｇ．６　ＴｒａｎｓＤ　ｍｏｄｅｌ．
图６　ＴｒａｎｓＤ模型

给定三元组（ｈ，ｒ，ｔ），ＴｒａｎｓＤ模型设置了２个
分别将头实体和尾实体投影到关系空间的投影矩阵

Ｍｒｈ和Ｍｒｔ，具体定义如下：
Ｍｒｈ＝ｌｒｐｌｈｐ＋Ｉｄ×ｋ，
Ｍｒｔ＝ｌｒｐｌｔｐ＋Ｉｄ×ｋ，

这里ｌｈｐ，ｌｔｐ∈Ｒｄ，ｌｒｐ∈Ｒｋ，下标ｐ代表该向量为投影
向量．显然，Ｍｒｈ和Ｍｒｔ与实体和关系均相关．而且，利
用２个投影向量构建投影矩阵，解决了原来ＴｒａｎｓＲ
模型参数过多的问题．最后，ＴｒａｎｓＤ模型定义了如
下损失函数：

ｆｒ（ｈ，ｔ）＝ ｌｈＭｒｈ＋ｌｒ－ｌｔＭｒｔ　Ｌ１?Ｌ２．

３．１．４　ＴｒａｎＳｐａｒｓｅ模型［５０］

知识库中实体和关系的异质性和不平衡性是制

约知识表示学习的难题：

１）异质性．知识库中某些关系可能会与大量的
实体有连接，而某些关系则可能仅仅与少量实体有
连接．
２）不均衡性．在某些关系中，头实体和尾实体
的种类和数量可能差别巨大．例如，“国籍”这个关系
的头实体是成千上万不同的人物，而尾实体只有几
百个国家．
为了解决实体和关系的异质性，ＴｒａｎＳｐａｒｓｅ提

出使用稀疏矩阵代替 ＴｒａｎｓＲ模型中的稠密矩阵，
其中矩阵Ｍｒ的稀疏度由关系ｒ连接的实体对数量
决定．这里头、尾实体共享同一个投影矩阵Ｍｒ．投影
矩阵Ｍｒ（θｒ）的稀疏度θｒ定义如下：

θｒ＝１－（１－θｍｉｎ）Ｎｒ?Ｎｒ＊，
其中，０≤θｍｉｎ≤１为计算稀疏度的超参数，Ｎｒ 表示
关系ｒ连接的实体对数量，ｒ＊表示连接实体对数量
最多的关系．这样，投影向量可定义为

ｌｈｒ＝ｌｈＭｒ（θｒ），

ｌｔｒ＝ｌｔＭｒ（θｒ）．
为了解决关系的不平衡性问题，ＴｒａｎＳｐａｒｓｅ对

于头实体和尾实体分别使用２个不同的投影矩阵

Ｍｈｒ（θｈｒ）和Ｍｔｒ（θｔｒ）．两者的稀疏度定义如下：

θｌｒ＝１－（１－θｍｉｎ）Ｎｌｒ?Ｎｌｒ＊，
其中，Ｎｌｒ表示关系ｒ在位置ｌ处连接不同实体的数
量（ｌ可能是头实体或尾实体），Ｎｌｒ＊ 表示Ｎｌｒ 中最大
的数．这样，投影向量可定义为

ｌｈｒ＝ｌｈＭｈ
ｒ（θｈｒ），

ｌｔｒ＝ｌｔＭｔｒ（θｔｒ）．
ＴｒａｎＳｐａｒｓｅ对于以上２种形式，均定义如下损

失函数：

ｆｒ（ｈ，ｔ）＝ ｌｈｒ＋ｌｒ－ｌｔｒ Ｌ１?Ｌ２．
３．１．５　ＴｒａｎｓＡ模型［５１］

Ｘｉａｏ等人认为ＴｒａｎｓＥ及其之后的扩展模型均
存在２个重要问题：１）损失函数只采用Ｌ１ 或Ｌ２ 距离，
灵活性不够；２）损失函数过于简单，实体和关系向量
的每一维等同考虑．
为了解决这２个问题，Ｘｉａｏ等人提出 ＴｒａｎｓＡ

模型，将损失函数中的距离度量改用马氏距离，并为
每一维学习不同的权重．对于每个三元组（ｈ，ｒ，ｔ），

ＴｒａｎｓＡ模型定义了如下评分函数：

ｆｒ（ｈ，ｔ）＝（ｌｈ＋ｌｒ－ｌｔ）ＴＷｒ（ｌｈ＋ｌｒ－ｌｔ），
其中Ｗｒ为与关系ｒ相关的非负权值矩阵．
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如图７所示，（ｈ１，ｒ１，ｔ１）和（ｈ２，ｒ２，ｔ２）两个合法
三元组，ｔ３ 是错误的尾实体．如果使用欧氏距离，如
图７（ａ）所示，错误的实体ｔ３ 会被预测出来．而如
图７（ｂ）所示，ＴｒａｎｓＡ模型通过对向量不同维度进
行加权，正确的实体由于在ｘ轴或者ｙ轴上距离较
近，从而能够被正确预测．

　Ｆｉｇ．７　Ｃｏｍｐａｒｉｓｏｎ　ｂｅｔｗｅｅｎ　ｔｒａｄｉｔｉｏｎａｌ　ｍｏｄｅｌｓ　ａｎｄ

ＴｒａｎｓＡ．
图７　传统模型和ＴｒａｎｓＡ模型比较

３．１．６　ＴｒａｎｓＧ模型［５２］

ＴｒａｎｓＧ模型提出使用高斯混合模型描述头、尾
实体之间的关系．该模型认为，一个关系会对应多种
语义，每种语义用一个高斯分布来刻画，即：

ｌｔ－ｌｈ｜ｌｒ～∑
Ｍ

ｍ＝１
πｒ，ｍＮ（μｒ，ｍ，Ｉ），

其中Ｉ表示单位矩阵．
ＴｒａｎｓＧ模型与传统模型的对比如图８所示．其

中三角形表示正确的尾实体，圆形表示错误的尾实
体．图８（ａ）中为传统模型示例，由于将关系ｒ的所
有语义混为一谈，导致错误的实体无法被区分开．而
如图８（ｂ）所示，ＴｒａｎｓＧ模型通过考虑关系ｒ的不
同语义，形成多个高斯分布，就能够区分出正确和错
误实体．

　Ｆｉｇ．８　Ｃｏｍｐａｒｉｓｏｎ　ｂｅｔｗｅｅｎ　ｔｒａｄｉｔｉｏｎａｌ　ｍｏｄｅｌｓ　ａｎｄ

ＴｒａｎｓＧ．
图８　传统模型和ＴｒａｎｓＧ模型比较

３．１．７　ＫＧ２Ｅ模型［５３］

Ｈｅ等人认为，知识库中的关系和实体的语义
本身具有不确定性，这在过去模型中被忽略了．因

此，Ｈｅ等人提出 ＫＧ２Ｅ，使用高斯分布来表示实体
和关系．其中高斯分布的均值表示的是实体或关系
在语义空间中的中心位置，而高斯分布的协方差则
表示该实体或关系的不确定度．
图９为ＫＧ２Ｅ模型示例，每个圆圈代表不同实体

与关系的表示，它们分别与“比尔·克林顿”构成三元
组，其中圆圈大小表示的是不同实体或关系的不确定
度，可以看到“国籍”的不确定度远远大于其他关系．

Ｆｉｇ．９　ＫＧ２Ｅｍｏｄｅｌ．
图９　ＫＧ２Ｅ模型

ＫＧ２Ｅ使用ｌｈ－ｌｔ 来表示头、尾实体之间的关
系．这里ｌｈ－ｌｔ可以用一个概率分布来表示：

Ｐｅ～Ｎ（μｈ－μｔ，∑ｈ＋∑ｔ），
而关系ｒ同样是一个高斯分布Ｐｒ～Ｎ（μｒ，∑ｒ）．因
此，可以根据２个概率分布Ｐｅ 和Ｐｒ 的相似度来估
计三元组的评分．ＫＧ２Ｅ考虑２种计算概率相似度
的办法：ＫＬ距离和期望概率．

ＫＬ距离是一种不对称相似度，其得分函数定
义如下：

ｆｒ（ｈ，ｔ）＝∫ｘ∈ＲｋｅＮ（ｘ；μｒ，∑ｒ）ｌｏｇＮ
（ｘ；μｅ，∑ｅ）
Ｎ（ｘ；μｒ，∑ｒ）

ｄｘ＝

１
２
｛ｔｒ（∑－１

ｒ ∑ｅ）＋（μｅ－μｒ）Ｔ∑－１
ｒ （μｅ－μｒ）－

ｌｏｇ
ｄｅｔ（∑ｅ）
ｄｅｔ（∑ｒ）

＋ｋｅ｝．

期望概率是一种对称相似度，其得分函数定义
如下：

ｆｒ（ｈ，ｔ）＝∫ｘ∈ＲｋｅＮ（ｘ；μｒ，∑ｒ）Ｎ（ｘ；μｅ，∑ｅ）ｄｘ＝
１
２
｛（μｅ－μｒ）Ｔ（∑ｅ＋∑ｒ）－１（μｅ－μｒ）＋

ｌｏｇ（ｄｅｔ（∑ｅ＋∑ｒ））＋ｋｅｌｏｇ　２π｝．
需要注意的是，为了防止过拟合，ＫＧ２Ｅ使用了

对参数进行了强制限制：

ｌ∈Ｅ∪Ｒ，ｃｍｉｎＩ≤∑ｌ≤ｃｍａｘＩ，ｃｍｉｎ＞０．
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３．１．８　小结
可以看到，在ＴｒａｎｓＥ之后，在如何处理复杂关

系建模的挑战问题上，提出了 ＴｒａｎｓＨ，ＴｒａｎｓＲ，

ＴｒａｎｓＤ，ＴｒａｎＳｐａｒｓｅ，ＴｒａｎｓＡ，ＴｒａｎｓＧ和 ＫＧ２Ｅ等
多种模型，从不同角度尝试解决复杂关系建模问题，
可谓百花齐放．在相关数据集合上的实验表明，这些
方法均较 ＴｒａｎｓＥ有显著的性能提升，验证了这些
方法的有效性．
３．２　多源信息融合
知识表示学习面临的另外一个重要挑战，是如

何实现多源信息融合．现有的知识表示学习模型如

ＴｒａｎｓＥ等，仅利用知识图谱的三元组结构信息进行
表示学习，尚有大量与知识有关的其他信息没有得
到有效利用，例如：

１）知识库中的其他信息，如实体和关系的描述
信息、类别信息等．
２）知识库外的海量信息，如互联网文本蕴含了
大量与知识库实体和关系有关的信息．
这些海量的多源异质信息可以帮助改善数据稀

疏问题，提高知识表示的区分能力．如何充分融合这
些多源异质信息，实现知识表示学习，具有重要意义．
在融合上述信息进行知识表示学习方面，已经

有一些研究工作，但总体来讲还处于起步状态，这里
简单介绍其中２个代表性工作．
３．２．１　ＤＫＲＬ模型
考虑实体描述的知识表示学习模型（ｄｅｓｃｒｉｐｔｉｏｎ－

ｅｍｂｏｄｉｅｄ　ｋｎｏｗｌｅｄｇｅ　ｒｅｐｒｅｓｅｎｔａｔｉｏｎ　ｌｅａｒｎｉｎｇ，ＤＫＲＬ）［５４］

提出在知识表示学习中考虑Ｆｒｅｅｂａｓｅ等知识库中
提供的实体描述文本信息．在文本表示方面，ＤＫＲＬ
考虑了２种模型：一种是ＣＢＯＷ［８，４４］，将文本中的词
向量简单相加作为文本表示；一种是卷积神经网络
（ｃｏｎｖｏｌｕｔｉｏｎａｌ　ｎｅｕｒａｌ　ｎｅｔｗｏｒｋ，ＣＮＮ）［５５－５６］，能够考
虑文本中的词序信息．
如图１０和图１１所示，ＤＫＲＬ可以利用ＣＢＯＷ

和ＣＮＮ根据实体描述文本得到实体表示，然后将
该实体表示用于ＴｒａｎｓＥ的目标函数学习．

Ｆｉｇ．１０　ＤＫＲＬ（ＣＢＯＷ）ｍｏｄｅｌ．
图１０　ＤＫＲＬ（ＣＢＯＷ）模型

Ｆｉｇ．１１　ＤＫＲＬ（ＣＮＮ）ｍｏｄｅｌ．
图１１　ＤＫＲＬ（ＣＮＮ）模型

　　ＤＫＲＬ的优势在于，除了能够提升实体表示的
区分能力外，还能实现对新实体的表示．当新出现一
个未曾在知识库中的实体时，ＤＫＲＬ可以根据它的
简短描述产生它的实体表示，用于知识图谱补全等
任务．这对于不断扩充知识图谱具有重要意义．
３．２．２　文本与知识库融合的知识表示学习［４７］

Ｗａｎｇ等人提出在表示学习中考虑文本数据，利
用ｗｏｒｄ２ｖｅｃ学习维基百科正文中的词表示，利用

ＴｒａｎｓＥ学习知识库中的知识表示．同时，利用维基百
科正文中的链接信息（锚文本与实体的对应关系），让
文本中实体对应的词表示与知识库中的实体表示尽

可能接近，从而实现文本与知识库融合的表示学习．
Ｗａｎｇ等人还将类似的想法用于融合实体描述信息［５７］．
３．２．３　小结
已有工作表明，多源信息融合能够有效提升知

识表示的性能，特别是可以有效处理新实体的表示
问题．但是，也可以看出，多源信息融合的知识表示
学习仍处于非常起步的阶段，相关工作较少，考虑的
信息源非常有限，有大量的信息（如实体类别等）未被
考虑，具有广阔的研究前景．
３．３　关系路径建模
在知识图谱中，多步的关系路径也能够反映实
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体之间的语义关系．Ｌａｏ等人曾提出Ｐａｔｈ－Ｃｏｎｓｔｒａｉｎｔ
Ｒａｎｄｏｍ　Ｗａｌｋ［５８］，Ｐａｔｈ　Ｒａｎｋｉｎｇ　Ａｌｇｏｒｉｔｈｍ［５９］等算法，
利用两实体间的关系路径信息预测它们的关系，取
得显著效果，说明关系路径蕴含着丰富的信息．
为了突破ＴｒａｎｓＥ等模型孤立学习每个三元组

的局限性，Ｌｉｎ等人提出考虑关系路径的表示学习
方法，以 ＴｒａｎｓＥ作为扩展基础，提出 Ｐａｔｈ－ｂａｓｅｄ
ＴｒａｎｓＥ（ＰＴｒａｎｓＥ）模型．
图１２展示的是ＰＴｒａｎｓＥ考虑２步关系路径的

示例．ＰＴｒａｎｓＥ模型面临的挑战在于：

１）并不是所有的实体间的关系路径都是可靠

的．为此，ＰＴｒａｎｓＥ提出 Ｐａｔｈ－Ｃｏｎｓｔｒａｉｎｔ　Ｒｅｓｏｕｒｃｅ
Ａｌｌｏｃａｔｉｏｎ图算法度量关系路径的可靠性．
２）ＰＴｒａｎｓＥ需要建立关系路径的向量表示，参
与从头实体到尾实体的翻译过程．这是典型的组合
语义问题，需要对路径上所有关系的向量进行语义
组合产生路径向量．ＰＴｒａｎｓＥ尝试了３种代表性的
语义组合操作，分别是相加、按位相乘和循环神经网
络．相关数据实验表明，相加的组合操作效果最好．
几乎同时，也有其他研究团队在知识表示学习

中成功考虑了关系路径的建模［６０］．关系路径的表示
学习也被用来进行基于知识库的自动问答［６１］．

Ｆｉｇ．１２　ＰＴｒａｎｓＥ　ｍｏｄｅｌ．
图１２　ＰＴｒａｎｓＥ模型

　　ＰＴｒａｎｓＥ等研究的实验表明，考虑关系路径能
够极大提升知识表示学习的区分性，提高在知识图
谱补全等任务上的性能．关系路径建模工作还比较
初步，在关系路径的可靠性计算、关系路径的语义组
合操作等方面，还有很多细致的考察工作需要完成．

４　知识表示学习未来研究方向展望

近年来知识表示学习已经崭露头角，在很多任
务中展现了巨大的应用潜力．对于 ＴｒａｎｓＥ等模型
面临的挑战，也已经提出了很多改进方案．然而，知
识表示学习距离真正实用还很远，本节将对知识表
示学习的未来方向进行展望．
４．１　面向不同知识类型的知识表示学习
如３．１节所述，已有工作将知识库的关系划分

为１－１，１－Ｎ，Ｎ－１和Ｎ－Ｎ 四类，并面向复杂关系建
模开展了大量研究工作．研究表明，面向不同类型的
关系，需要设计专门的知识表示模型．
然而，１－１，１－Ｎ，Ｎ－１和Ｎ－Ｎ 的关系类型划分

略显粗糙，无法直观地解释知识的本质类型特点．我
们需要面向知识表示任务，有针对性地设计知识类

型划分标准．
近期发表在Ｓｃｉｅｎｃｅ等权威期刊的认知科学研

究成果［６２－６３］总结认为，人类知识包括以下４种结构：

１）树状关系，表示实体间的层次分类关系（如生物界
的分类系统等）；２）二维网格关系，表示现实世界的
空间信息（如地理位置信息等）；３）单维顺序关系，表
示实体间的偏序关系（如政治家的左右倾谱系分布
等）；４）有向网络关系，表示实体间的关联或因果关系
（如疾病之间的传染关系等）．
认知科学关于人类知识类型的总结，与许多知

识库的组织形式有一定契合之处，但不完全相同．例
如Ｆｒｅｅｂａｓｅ等大部分知识库采用有向网络结构（即
三元组形式）组织人类知识［２］；ＷｏｒｄＮｅｔ则首先将
同义词聚集成同义词集合（Ｓｙｎｓｅｔ），然后再以同义
词集合为单位用有向网络结构表示集合之间的关系

（如上下位关系、整体－部分关系等）［１］．在大部分知
识库中，树状关系等类型的知识均用有向网络表示，
这并不利于在知识表示中充分利用不同类型知识的

结构特点．
认知科学对人类知识类型的总结，有助于对知

识图谱中知识类型的划分和处理．未来有必要结合
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人工智能和认知科学的最新研究成果，有针对性地
设计知识类型划分标准，开展面向不同复杂关系类
型的知识表示学习研究．
４．２　多源信息融合的知识表示学习
在多元融合的知识表示学习方面，相关工作还

比较有限，主要是考虑实体描述的知识表示学习模
型，以及文本与知识库融合的知识表示学习，这些模
型无论是信息来源，还是融合手段都非常有限．
我们认为在多源信息融合的知识表示学习方

面，有以下３个方面的工作需要开展：

１）融合知识库中实体和关系的其他信息．知识
库中拥有关于实体和关系的丰富信息，如描述文本、
层次类型等．有机融合这些信息，将显著提升知识表
示学习的表示能力．
２）融合互联网文本信息．互联网海量文本数据
是知识库的重要知识来源．人们提出远程监督（ｄｉｓｔａｎｔ
ｓｕｐｅｒｖｉｓｉｏｎ）［６４－６８］、开放信息抽取（ｏｐｅｎ　ｉｎｆｏｒｍａｔｉｏｎ
ｅｘｔｒａｃｔｉｏｎ）［６９－７３］等技术，从开放文本中抽取知识．这
个过程也自然而然地建立起了知识库和文本之间的

联系，如何充分利用这些联系融合互联网文本信息，
意义重大．值得一提的是，目前大部分工作主要关注
面向实体表示的融合．实际上，若干研究工作已经利
用卷积神经网络（ＣＮＮ）建立起了关系表示［７４－７６］，这
为面向关系表示的信息融合提供了技术基础，最终
实现融合文本信息和知识库的知识表示．
３）融合多知识库信息．人们利用不同的信息源
构建了不同的知识库．如何对多知识库信息进行融
合表示，对于建立统一的大规模知识库意义重大．融
合多源知识库信息，主要涉及实体融合、关系融合与
事实融合．
首先，由于存在大量别名现象，需对多信息源进

行实体对齐和关系对齐．这在分布式表示中，是典型
的多表示空间投影问题，可以采用 学 习 匹 配
（ｌｅａｒｎｉｎｇ　ｔｏ　ｍａｔｃｈ）［７７］等思想，利用ＰＳＩ（ｐｏｌｙｎｏｍｉａｌ
ｓｅｍａｎｔｉｃ　ｉｎｄｅｘｉｎｇ）［７８］，ＳＳＩ（ｓｕｐｅｒｖｉｓｅｄ　ｓｅｍａｎｔｉｃ
ｉｎｄｅｘｉｎｇ）［７９］等技术，建立多源表示空间投影关系，
实现实体对齐与关系对齐．此外，还可以充分利用多
表示空间之间的一致性，实现多空间协同映射
（ｃｏｌｌｅｃｔｉｖｅ　ｆｕｓｉｏｎ）．
然后，在实体对齐和关系对齐的基础上，可对多

信息源获取的知识进行融合．由于大量知识来自海
量互联网文本，无法确保获取知识的真实性，存在大
量互相矛盾的知识．可以综合考虑信息源可信性、多
信息源一致性等要素，利用ＴｒｕｓｔＲａｎｋ［８０］等可信性
度量技术，检测实体间知识的矛盾并分别度量其可

信性，实现知识融合，建成统一的大规模知识库及其
融合表示．
４．３　考虑复杂推理模式的知识表示学习
考虑关系路径的知识表示学习，实际上是充分

利用了两实体间的关系和关系路径之间的推理模

式，来为表示学习模型提供更精确的约束信息．例
如，根据三元组（康熙，父亲，雍正）和（雍正，父亲，乾
隆）构成的“康熙”和“乾隆”之间“父亲＋父亲”的关
系路径，再结合三元组（康熙，祖父，乾隆），ＰＴｒａｎｓＥ
实际上额外提供了“父亲＋父亲＝祖父”的推理模
式，从而提升知识表示的精确性．
实际上，关系路径只是复杂推理模式中的一种

特殊形式，它要求头实体和尾实体必须保持不变．但
实际上，知识库中还有其他形式的推理模式，例如三
元组（美国，总统，奥巴马）和（奥巴马，是，美国人）之
间就存在着推理关系，但是两者的头、尾实体并不完
全一致．如果能将这些复杂推理模式考虑到知识表
示学习中，将能更进一步提升知识表示的性能．
在该问题中，如何总结和表示这些复杂推理模

式是关键难题．目前来看，一阶逻辑（ｆｉｒｓｔ－ｏｒｄｅｒ
ｌｏｇｉｃ，ＦＯＬ）是对复杂推理模式的较佳表示方案，未
来我们需要探索一阶逻辑的分布式表示及其融合到

知识表示学习中的技术方案．
４．４　其他研究方向
除了以上３个主要研究方向，还有很多关于知

识表示学习的研究工作亟待开展，简单总结如下：

１）面向大规模知识库的在线学习和快速学习．
大规模知识库稀疏性很强．初步实验表明，已有表示
学习模型在大规模知识库上效果堪忧，特别是对低
频实体和关系的表示效果较差，而且知识库规模不
断扩大，我们需要设计高效的在线学习方案．除了充
分融合多源信息降低稀疏性之外，我们还可以探索
如何优化表示学习的样例顺序，借鉴 Ｃｕｒｒｉｃｕｌｕｍ
Ｌｅａｒｎｉｎｇ［８１］等算法思想，优先学习核心知识，然后
学习外围知识，也许能够一定程度改善表示效果．
２）基于知识分布式表示的应用．知识表示学习
还处于起步阶段，在知识获取、融合和推理等方向均
有广阔的应用空间．我们需要在若干重要任务上探
索和验证知识表示学习的有效性．例如，关系抽取任
务如果能够基于知识表示学习有效利用知识库信

息，将能够极大提升抽取性能和覆盖面．再如，我们
可以充分利用表示学习在信息融合上的优势，实现
跨领域和跨语言的知识融合．此外，人脑强大的学习
与推理能力［８２］，说明在低维语义空间中进行知识的
学习与推理极具潜力，相关机理值得深入探索．

８５２ 计算机研究与发展　２０１６，５３（２）



５　结束语

通过以上对知识表示学习相关代表方法的梳

理，我们认为知识表示学习具有重要意义：现有知识
库的构建与应用主要依赖于离散符号表示，而分布
式表示方案则为实体与关系的语义信息的统一精确

表示提供了可行方案．在分布式表示学习的支持下，
将极大推动知识的自动获取、融合与推理能力，实现
知识库更加广泛而深入的应用．
本文还对知识表示学习面临的主要挑战、已有

解决方案以及未来研究方向进行了总结．我们认为
知识表示学习虽然展现出巨大的潜力，但距离广泛
应用还有很长的路要走．可以说，大规模知识表示学
习是人工智能学科发展的学术前沿问题，是智能信
息处理和服务发展的基础技术保障．知识表示学习
技术将推动人工智能学科、智能信息服务产业以及
创新社会管理与社会服务的发展．
期待更多研究者加入到知识表示学习的研究行

列中来，希望本文对于知识表示学习在国内的研究
发展提供一些帮助．
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Ｓｔｕｄｅｎｔ　ｍｅｍｂｅｒ　ｏｆ　Ｃｈｉｎａ　Ｃｏｍｐｕｔｅｒ

Ｆｅｄｅｒａｔｉｏｎ．Ｈｉｓ　ｒｅｓｅａｒｃｈ　ｉｎｔｅｒｅｓｔｓ　ｉｎｃｌｕｄｅ

ｋｎｏｗｌｅｄｇｅ　ｇｒａｐｈｓ　ａｎｄ　ｒｅｐｒｅｓｅｎｔａｔｉｏｎ

ｌｅａｒｎｉｎｇ．

Ｘｉｅ　Ｒｕｏｂｉｎｇ， ｂｏｒｎ　ｉｎ　１９９２． Ｍａｓｔｅｒ

ｃａｎｄｉｄａｔｅ． Ｓｔｕｄｅｎｔ　ｍｅｍｂｅｒ　ｏｆ　Ｃｈｉｎａ

Ｃｏｍｐｕｔｅｒ　 Ｆｅｄｅｒａｔｉｏｎ． Ｈｉｓ　 ｒｅｓｅａｒｃｈ

ｉｎｔｅｒｅｓｔｓ　ｉｎｃｌｕｄｅ　ｋｎｏｗｌｅｄｇｅ　ｇｒａｐｈｓ　ａｎｄ

ｒｅｐｒｅｓｅｎｔａｔｉｏｎ　ｌｅａｒｎｉｎｇ．

１６２刘知远等：知识表示学习研究进展


